
Abstract

Efficient cost and resource allocation in healthcare is essential for the sustainability of
hospital operations and patient-centered initiatives. However, this can be a complex
issue due to the extensive scope of work and the difficulty in maintaining economic
models designed for these evaluations. In recent years, machine learning (ML) has been
increasingly adopted to support healthcare decision-making, but despite its predictive
power, a major limitation remains: the lack of interpretability in many models, which
hinders trust and usability by medical personnel.

In this study, we use the electronic medical records of 2800 cardiothoracic surgery
patients of Santa Marta’s Hospital and propose a novel approach that integrates ML with
mathematical optimization to provide interpretable insights for healthcare cost analysis.
Our methodology incorporates a set covering model within a clustering algorithm to
identify representative patient cohorts, addressing the explainability gap in current ML
approaches. Subsequently, we apply the Time-Driven Activity-Based Costing model to
estimate the cost of each patient type by mapping clinical activities to time-based resource
consumption.

The results show that patients can be grouped into meaningful cohorts that share
clinical and resource-use characteristics, while still showing differences in costs. This
allows for comparison of care pathways across patient types and provides cost estimates
that capture both similarities and variations within the population.

To further demonstrate the adaptability of our framework, the clustering model is
applied to another case study regarding Blockchain technology, highlighting its ability to
extract interpretable patterns andoptimize decision-making in domains beyondhealthcare.
By combining optimization techniques with interpretable machine learning, our approach
provides a transparent framework for complex cost and resource analysis. This supports
more informed decision-making, aligns with the growing demand for explainable ML,
and enhances communication between technical and domain-specific stakeholders.
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Resumo

No setor da saúde, é fundamental compreender de forma clara a alocação dos custos e dos
recursos, de modo a garantir a viabilidade dos hospitais e dos projetos desenvolvidos para
os seus doentes. No entanto, esta tarefa pode tornar-se uma questão complexa e desafiante,
devido ao extenso volume de trabalho e à dificuldade em manter modelos económicos
concebidos para este tipo de avaliações. Nos últimos anos, a aprendizagem automática
tem sido cada vez mais adotada para apoiar a tomada de decisão no setor da saúde.
Contudo, apesar do seu poder preditivo, uma limitação importante mantém-se: a falta de
interpretabilidade de muitos modelos, o que compromete a confiança e a aplicabilidade
por parte dos profissionais de saúde.

Neste trabalho, utilizamos os registos médicos eletrónicos de 2800 doentes submetidos
a cirurgia cardiotorácica no Hospital de Santa Marta e propomos uma nova abordagem
que integra aprendizagem automática com otimização para fornecer insights interpretá-
veis na análise de custos em saúde. A metodologia proposta baseia-se na utilização de
conjuntos de coberturas incorporados num algoritmo de agrupamento para identificar
coortes representativas de doentes, colmatando a lacuna de explicabilidade presente nas
abordagens atuais de aprendizagem automática. De seguida, aplicamos o modelo de
custeio Time-Driven Activity-Based Costing baseado em atividades e tempo para estimar
o custo de cada tipologia de doente, mapeando atividades clínicas ao consumo de recursos
com base no tempo.

Os resultados mostram que os doentes podem ser agrupados em grupos significativos
que partilham características clínicas e de utilização de recursos, mantendo ainda dife-
renças nos custos. Isto permite a comparação dos percursos de cuidados entre diferentes
tipos de doentes e fornece estimativas de custo que refletem tanto as semelhanças como
as variações dentro da população.

Para evidenciar ainda mais a adaptabilidade da nossa metodologia, o modelo de
agrupamento também é aplicado a outro caso de estudo relacionado com a tecnologia
Blockchain, destacando sua capacidade de extrair padrões interpretáveis e otimizar o pro-
cesso de tomada de decisão em domínios para além da área da saúde. Ao combinar técnicas
de otimização com aprendizagem automática interpretável, a nossa abordagem fornece
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uma estrutura transparente para a análise de custos em saúde, apoiando uma tomada de
decisão mais informada, alinhando-se com a crescente exigência de explicabilidade em
aprendizagem automática na área da saúde e facilitando uma melhor comunicação entre
os intervenientes técnicos e clínicos.
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